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Abstrak
Penelitian ini membandingkan XGBoost dan PatchTST dalam memprediksi harga saham PT

Medco Energi Internasional Tbk (MEDC) menggunakan pendekatan multivariate time series.
Data yang digunakan meliputi riwayat harga saham MEDC, Indeks Harga Saham Gabungan
(IHSG), harga minyak mentah WTI, indikator teknikal, dan sentimen berita. Mutual Information
digunakan untuk melakukan seleksi fitur, sedangkan kinerja model dievaluasi menggunakan
eight-fold walk-forward validation dengan rolling window. Metrik evaluasi yang digunakan
meliputi RMSE, MAE, MAPE, R?, dan CV, serta didukung oleh analisis feature importance,
SHAP, dan Wilcoxon Signed-Rank Test dengan koreksi Bonferroni. Secara umum, PatchTST
menunjukkan kinerja dan stabilitas yang lebih baik dibandingkan XGBoost. Konfigurasi
PatchTST FS8 menghasilkan nilai RMSE terendah sebesar 53,56, MAE sebesar 41,20, MAPE
sebesar 5,19%, dan R? sebesar 0,8710. Sementara itu, XGBoost FS8 menghasilkan RMSE sebesar
90,89, MAE sebesar 67,69, MAPE sebesar 6,82%, dan R? sebesar 0,6184. Namun, hasil pengujian
Wilcoxon menunjukkan bahwa perbedaan kinerja kedua model tersebut tidak signifikan secara
statistik  setelah  penerapan koreksi Bonferroni. Analisis fitur mengidentifikasi
Terakhir MEDC Lag 1 sebagai fitur yang secara konsisten memiliki pengaruh dominan,
sedangkan sentimen berita memberikan kontribusi yang relatif rendah.

Kata kunci: Prediksi Harga Saham, Tree-Based Machine Learning, Deep Learning, PatchTST,
XGBoost, Multivariate Time Series.

Abstract
This study compares XGBoost and PatchTST for predicting the stock price of PT Medco Energi

Internasional Tk (MEDC) using a multivariate time series approach. The data include historical
MEDC stock prices, the Jakarta Composite Index (IHSG), WTI crude oil prices, technical
indicators, and news sentiment. Mutual Information was used for feature selection, while model
performance was evaluated using eight-fold walk-forward validation with a rolling window.
Evaluation metrics included RMSE, MAE, MAPE, R? and CV supported by feature importance,
SHAP, and the Wilcoxon Signed-Rank Test with Bonferroni correction. PatchTST generally
showed better performance and stability than XGBoost. The PatchTST FS8 configuration
achieved the lowest RMSE of 53.56, MAE of 41.20, MAPE of 5.19%, and R? of 0.8710, while
XGBoost FS8 achieved an RMSE of 90.89, MAE of 67.69, MAPE of 6.82%, and R? of 0.6184.
However, the Wilcoxon test showed that the performance differences were not statistically
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significant after Bonferroni correction. Feature analysis identified Terakhir MEDC Lag 1 as a
consistently dominant feature, while news sentiment had a relatively low contribution.

Keywords: Stock Price Prediction, Tree-Based Machine Learning, Deep Learning, PatchTST,
XGBoost, Multivariate Time Series.

1. PENDAHULUAN

Perkembangan teknologi informasi memudahkan masyarakat dalam melakukan transaksi
saham melalui perangkat digital dan mendorong meningkatnya partisipasi investor di pasar
modal. Harga saham menjadi salah satu indikator penting dalam menilai kinerja perusahaan dan
menjadi pertimbangan dalam pengambilan keputusan investasi. Namun, harga saham memiliki
pola yang dinamis dan dipengaruhi oleh berbagai faktor, seperti kondisi makroekonomi, kondisi
pasar, peristiwa sosial dan ekonomi, serta kebijakan perusahaan [1], [2].

Prediksi harga saham tidak hanya bergantung pada data historis harga saham itu sendiri
(univariate), tetapi juga dapat memanfaatkan berbagai variabel eksternal dalam pendekatan
multivariate time series, seperti kondisi pasar, faktor ekonomi, dan sentimen berita [3]. Indeks
Harga Saham Gabungan (IHSG) dapat digunakan untuk merepresentasikan kondisi pasar modal
secara keseluruhan, sedangkan harga minyak mentah dunia (West Texas Intermediate/WTI)
relevan digunakan pada perusahaan sektor energi karena fluktuasi harga minyak dapat berkaitan
dengan pendapatan dan biaya operasional perusahaan [4]. Selain faktor pasar dan ekonomi,
sentimen berita juga dapat memengaruhi pergerakan harga saham karena informasi yang
disampaikan melalui berita dapat membentuk persepsi dan ekspektasi investor terhadap kondisi
perusahaan maupun prospek industri di masa mendatang [5]. Karena hal tersebut, prediksi harga
saham diperlukan untuk membantu memahami pola pergerakan harga dan menyediakan informasi
yang dapat mendukung pengambilan keputusan investasi.

Pendekatan yang dibandingkan mewakili dua karakter pemodelan. XGBoost mempelajari
hubungan nonlinier dari fitur tabular [6], sedangkan Transformer (PatchTST) menangkap pola
dan dependensi pada data deret waktu melalui mekanisme self-attention dan patching [7], [8].
Meskipun berbagai penelitian telah menerapkan metode machine learning dan deep learning
untuk prediksi harga saham, kajian yang membandingkan XGBoost dan PatchTST secara
langsung pada saham dengan memanfaatkan data multivariat dan beberapa konfigurasi fitur
masih terbatas. Selain itu, penggunaan konfigurasi fitur yang berbeda dapat menghasilkan
informasi masukan yang berbeda bagi model, sehingga pengaruh pemilihan fitur terhadap kinerja
prediksi perlu dikaji lebih lanjut.

Berdasarkan permasalahan tersebut penelitian ini bertujuan untuk membangun dan
membandingkan model XGBoost dan PatchTST dalam memprediksi harga saham MEDC
menggunakan data multivariate time series. Perbandingan dilakukan pada beberapa konfigurasi
fitur untuk mengevaluasi pengaruh pemilihan fitur terhadap kinerja masing-masing model
berdasarkan metrik RMSE, MAE, MAPE, R?, dan CV. Selain itu, penelitian ini menganalisis
kontribusi fitur terhadap hasil prediksi menggunakan feature importance dan SHAP untuk
mengidentifikasi fitur yang dominan serta memahami kontribusinya terhadap prediksi masing-
masing model.

2. METODOLOGI PENELITIAN

Metodologi penelitian adalah pendekatan sistematik yang diterapkan untuk merencanakan,
melaksanakan, dan menganalisis data dalam suatu penelitian. Metodologi penelitian dapat dilihat
pada Gambar 1.
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Gambar 1. Metodologi Penelitian

2.1. Pengumpulan Data

Data Data penelitian berupa data harian yang diperoleh dari Investing.com, meliputi data
historis saham PT Medco Energi Internasional Thk (MEDC), Indeks Harga Saham Gabungan
(IHSG), harga minyak mentah West Texas Intermediate (WT]I), serta data sentimen berita yang
diperoleh melalui proses scraping berita pada periode 2016 hingga Maret 2026. Data MEDC
digunakan sebagai objek utama penelitian, sedangkan IHSG, WTI, dan sentimen berita digunakan
sebagai variabel eksternal dalam membentuk data multivariate time series. Target prediksi dalam
penelitian ini adalah harga penutupan saham MEDC yang direpresentasikan oleh variabel
Terakhir_ MEDC. Setiap dataset memiliki jumlah observasi dan atribut yang berbeda sesuai
dengan ketersediaan data masing-masing sumber. Rincian dataset yang digunakan dalam
penelitian ditunjukkan pada Tabel 1.

Tabel 1. Dataset Penelitian

Dataset Jumlah Baris Kolom/Fitur
MEDC 2471 Date, Open, High, Low, Close, Volume, Return
IHSG 2473 Date, Open, High, Low, Close, Volume, Return
WTI 2.694 Date, Open, High, Low, Close, Volume, Return
Sentimen Berita 149.905 Date, Title, Publisher, Url_asli, Isi_berita

Data MEDC, IHSG, dan sentimen berita memiliki jumlah observasi yang relatif serupa,
sedangkan WTI memiliki jumlah observasi lebih banyak karena data harga minyak tidak
mengikuti kalender perdagangan saham Indonesia. Seluruh dataset selanjutnya digabungkan
berdasarkan tanggal yang sesuai dan diurutkan secara kronologis untuk mempertahankan urutan
temporal. Proses tersebut dilakukan sebelum pembentukan fitur dan pemodelan agar informasi
dari periode masa depan tidak digunakan dalam proses pelatihan.

2.2. Preprocessing Data

Prapemrosesan dilakukan melalui pembersihan dan penyelarasan data berdasarkan tanggal.
Data historis MEDC, IHSG, dan WTI dibersihkan dengan menyeragamkan format tanggal,
mengonversi tipe data numerik, menangani format angka dan satuan volume, serta menyesuaikan
nama kolom untuk membedakan masing-masing sumber data [9], [10]. Data berita dibersihkan
dari duplikasi berdasarkan URL dan disaring untuk menghapus berita yang tidak relevan
menghasilkan 45.230 baris data. Selanjutnya, dilakukan text cleaning untuk menghapus karakter
atau elemen teks yang tidak diperlukan, case folding untuk mengubah seluruh teks menjadi huruf
kecil, serta normalisasi bahasa untuk menyeragamkan bentuk kata yang tidak baku ke bentuk
yang sesuai [11], [12], [13].

Klasifikasi sentimen dilakukan menggunakan model pre-trained IndoBERT, yaitu dwili/bert-
bahasa-sentimen-berita dari Hugging Face. Hasil klasifikasi kemudian dikonversi menjadi
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sentiment score dan diagregasi berdasarkan tanggal untuk memperoleh nilai sentimen harian.
Berita yang dipublikasikan pada hari non-perdagangan disesuaikan dengan tanggal perdagangan
berikutnya agar informasi berita tetap dapat dikaitkan dengan observasi pasar yang relevan.
Selanjutnya, data harga, indikator pasar, dan sentimen berita diselaraskan berdasarkan tanggal
perdagangan untuk membentuk dataset multivariat yang digunakan dalam pemodelan [14].
Selanjutnya, data harga, indikator pasar, dan skor sentimen berita diselaraskan berdasarkan
tanggal perdagangan untuk membentuk dataset multivariat yang digunakan dalam pemodelan.

2.3. Feature Engineering

Fitur dibentuk menggunakan nilai lag historis pada MEDC, IHSG, dan WTI, serta indikator
teknikal berupa Simple Moving Average (SMA) dengan periode 5 dan 10 hari dan Relative
Strength Index (RSI). SMA 5 dan 10 hari digunakan untuk merepresentasikan kecenderungan
pergerakan harga dalam jangka pendek, sedangkan RSI digunakan untuk merepresentasikan
kondisi momentum harga. Selain itu, fitur lag digunakan untuk menyediakan informasi historis
sebagai masukan model sekaligus mencegah nilai target pada waktu yang sama digunakan sebagai
prediktor, sehingga risiko data leakage dapat diminimalkan[15], [16]. Rincian fitur yang dibentuk
disajikan pada Tabel 2.

Tabel 2 Hasil Feature Engineering

Fitur Fitur Lag Indikator Teknikal
MEDC OHLCV, Return pada lag 1; Terakhir pada lag 3, 5, 10, | SMA 5, SMA 10, RSI 14
IHSG dOaleZgV, Return pada lag 1; Terakhir pada lag 3, 5, 10, SMA 5, SMA 10, RSI 14
Minyak Mentah WTI dOaII:I_ZCO:V, Return pada lag 1; Terakhir pada lag 3, 5, 10, SMA 5, SMA 10, RSI 14
Sentimen Berita girrlt?r?wen hari sebelumnya untuk prediksi hari berikutnya

2.4. Pembagian Data dan Pemodelan

Feature selection dilakukan menggunakan Mutual Information (MI) dan menghasilkan empat
konfigurasi fitur, yaitu seluruh 40 fitur, FS8, FS22, dan FS30 [17]. Data dibagi berdasarkan urutan
waktu dan dievaluasi menggunakan 8-fold walk-forward validation dengan skema rolling window
[18]. Pada setiap fold, model dilatih menggunakan 27 bulan data dan dievaluasi pada 12 bulan
data berikutnya. Skema ini mempertahankan urutan temporal sehingga data pada periode validasi
selalu berada setelah data latih dan informasi dari masa depan tidak digunakan dalam proses
pelatihan [19] . Periode pembagian dapat dilihat pada Gambar 2.

walk Ferward validation - Rolling window (Train = 27 Bulan, validation = 12 Bulan)

2017 018 2018 2020 2021 2022 2023 2024 2025 2026
Tahun

Gambar 2. Pembagian Data

RobustScaler diterapkan secara terpisah pada data latih di setiap fold untuk mencegah
kebocoran informasi [20]. Extreme Gradient Boosting (XGBoost) digunakan sebagai model tree-
based machine learning untuk mempelajari hubungan nonlinier antara fitur masukan dan harga
saham MEDC. XGBoost membangun sejumlah pohon keputusan secara bertahap, di mana setiap
pohon digunakan untuk memperbaiki kesalahan prediksi dari pohon sebelumnya. Pendekatan
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tersebut memungkinkan model menangkap hubungan kompleks antarfitur tanpa mengharuskan
hubungan antara variabel masukan dan target bersifat linear [21]. Sementara itu, Patch Time
Series Transformer (PatchTST) digunakan sebagai model deep learning berbasis Transformer
untuk mempelajari pola deret waktu multivariat. PatchTST membagi rangkaian data menjadi
beberapa patch yang berisi sejumlah titik waktu berurutan sebelum memprosesnya menggunakan
mekanisme self-attention. Pembentukan patch memungkinkan model mempelajari pola lokal
dalam deret waktu sekaligus memanfaatkan hubungan antarpola melalui mekanisme self-
attention [22] .

Kedua model dilatih dan dievaluasi menggunakan konfigurasi fitur dan pembagian fold yang
sama sehingga setiap model memperoleh informasi masukan dan periode evaluasi yang setara.
Proses pelatihan dan evaluasi dilakukan menggunakan random seed 0 untuk menjaga konsistensi
hasil eksperimen. Dengan kondisi tersebut, perbedaan hasil evaluasi dapat dianalisis berdasarkan
karakteristik model dan konfigurasi fitur yang digunakan, bukan akibat perbedaan pembagian
data atau kondisi eksperimen.

2.5. Hasil Evaluasi dan Visualisasi

Evaluasi Kinerja model dievaluasi menggunakan hasil dari rata-rata delapan fold walk-
forward validation dengan skema rolling window, matriks evaluasi yang digunakan RMSE,
MAE, MAPE, dan R2 sebagai metrik utama, sedangkan coefficient of variation (CV) digunakan
sebagai ukuran tambahan untuk menilai konsistensi kinerja antar-fold [23] . Nilai rata-rata dan
standar deviasi dari delapan fold digunakan untuk merangkum kinerja dan variasi model
sepanjang periode validasi. Perbedaan kinerja antara XGBoost dan PatchTST diuji menggunakan
Wilcoxon Signed-Rank Test dengan koreksi Bonferroni [24], [25]. Hasil kontribusi fitur
divisualisasikan untuk menggambarkan tingak kepentingan atau feature importance dan SHapley
Additive exPlanations (SHAP) digunakan untuk menganalisis kontribusi fitur terhadap hasil
prediksi masing-masing model [26].

3. HASIL DAN PEMBAHASAN

Pengujian dilakukan untuk mengevaluasi kinerja XGBoost dan PatchTST dalam memprediksi
harga sasham MEDC menggunakan data multivariat dengan beberapa konfigurasi fitur. Evaluasi
dilakukan melalui walk-forward validation untuk melihat kinerja dan variasi prediksi pada
periode yang berbeda. Selain itu, pengujian statistik digunakan untuk menilai signifikansi
perbedaan kinerja antarmodel, sedangkan analisis fitur digunakan untuk mengidentifikasi fitur
yang berperan dalam proses prediksi. Hasil pengujian dan analisis tersebut dibahas berdasarkan
kinerja model, variasi antar-fold, signifikansi perbedaan kinerja, serta kontribusi fitur.

3.1 Kinerja Model dan Konfigurasi Fitur

Kinerja XGBoost dan PatchTST dievaluasi pada empat konfigurasi fitur, yaitu Semua, FS8,
FS22, dan FS30, menggunakan delapan fold walk-forward validation. Hasil pada setiap fold
diringkas dalam bentuk nilai rata-rata dan standar deviasi untuk RMSE, MAE, MAPE, dan R2.
Nilai rata-rata menunjukkan kinerja model secara keseluruhan selama periode validasi, sedangkan
standar deviasi menunjukkan variasi kinerja antar-fold. Hasil evaluasi untuk masing-masing
model dan konfigurasi fitur disajikan pada Tabel 3.

Tabel 3. Hasil Rata-Rata Fold Walk Forward Validation

] Mean * Std
Model Fitur
RMSE MAE MAPE (%) R?
Semua 108.55 +115.45 83.37 £94.13 8.78 +8.27 0.4700 + 0.8265
XGBoost FS 8 90.89 + 105.51 67.69 + 85.80 6.82 £7.62 0.6184 +0.6842
FS 22 11057 £113.04 84.93 +92.76 9.09 +8.21 0.4466 +0.8128
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FS 30 113.80 £ 115.35 88.55 £ 94.53 9.65+8.43 0.4009 +0.8501
Semua 66.09 + 21.76 51.01 +16.83 6.25+2.29 0.8101 £ 0.0641
FS 8 53.56 + 14.17 41.20 +10.16 5.19+240 0.8710 + 0.0505
PatchTST
FS 22 59.40 + 30.64 46.41 +24.87 544 +£231 0.8535 +0.0688
FS 30 70.81 £32.13 55.56 + 27.28 6.93 £ 3.56 0.7765 £ 0.1143

Berdasarkan hasil walk-forward validation, penggunaan feature selection memberikan
pengaruh terhadap kinerja kedua model. Pada XGBoost, konfigurasi FS8 menghasilkan kinerja
terbaik dengan RMSE 90,89, MAE 67,69, MAPE 6,82%, dan R? 0,6184. Pengurangan fitur dari
40 menjadi 8 fitur meningkatkan kinerja dibandingkan penggunaan seluruh fitur, tetapi
penambahan fitur kembali pada FS22 dan FS30 justru diikuti penurunan kinerja. Pola yang serupa
terlihat pada PatchTST, dengan FS8 menghasilkan kinerja terbaik, yaitu RMSE 53,56, MAE
41,20, MAPE 5,19%, dan R2 0,8710. Hasil ini menunjukkan bahwa penggunaan fitur yang lebih
ringkas dapat mempertahankan informasi yang relevan sekaligus mengurangi fitur yang kurang
informatif bagi proses prediksi.

Dari sisi kestabilan, PatchTST menunjukkan variasi kinerja antar-fold yang lebih rendah
dibandingkan XGBoost. Pada konfigurasi FS8, simpangan baku RMSE PatchTST sebesar 14,17,
sedangkan XGBoost sebesar 105,51. Pola serupa terlihat pada MAE dan R2. Perbedaan tersebut
menunjukkan bahwa kinerja XGBoost lebih berubah antarperiode rolling window, sedangkan
PatchTST cenderung mempertahankan kinerja yang lebih konsisten. Hal ini juga terlihat pada
fold dengan perubahan Kinerja yang besar, ketika XGBoost mengalami penurunan Kinerja
sementara PatchTST tetap menghasilkan R? positif.

Konfigurasi FS8 memberikan hasil terbaik pada kedua model, dengan PatchTST
menghasilkan nilai error yang lebih rendah dan R? yang lebih tinggi dibandingkan XGBoost. Hasil
tersebut menunjukkan bahwa pada dataset penelitian ini, PatchTST mampu mempertahankan
kinerja prediksi yang lebih konsisten ketika diterapkan pada periode data yang berbeda, tetapi
belum menunjukkan kestabilan terhadap variasi random seed karena seluruh eksperimen
menggunakan seed 0. Namun, perbedaan Kkinerja tersebut selanjutnya perlu dilihat dari hasil
pengujian statistik untuk mengetahui apakah perbedaan antara kedua model dan konfigurasi
tersebut signifikan secara statistik.

3.2 Variasi Kinerja Antar-Fold

Selain nilai rata-rata dan standar deviasi, variasi relatif kinerja antar-fold dianalisis
menggunakan coefficient of variation (CV). CV digunakan sebagai ukuran tambahan untuk
membandingkan konsistensi kinerja model terhadap nilai rata-ratanya pada setiap metrik.
Semakin rendah nilai CV, semakin kecil variasi relatif kinerja antar-fold. Hasil perhitungan CV
untuk setiap model dan konfigurasi fitur disajikan pada Tabel 4.

Tabel 4. Coefficient of Variation (CV)

Model Fitur RMSE CV MAE CV MAPE CV R2CV
Semua 1.0636 1.1290 0.9419 1.7585
FS8 1.1609 1.2675 1.1173 1.1064

XGBoost
FS 22 1.0223 1.0922 0.9032 1.8199
FS 30 1.0136 1.0675 0.8736 2.1205
Semua 0.3293 0.3299 0.3664 0.0791
FS8 0.2646 0.2466 0.4624 0.0580

PatchTST
FS 22 0.5158 0.5359 0.4246 0.0806
FS 30 0.4537 0.4910 0.5137 0.1472

300




JOINTECOMS (Journal of Information Technology and Computer Science)
Volume 6, Nomor 3, September 2026

p-1SSN: 2798-284X
e-1SSN: 2798-3862

Nilai CV menunjukkan adanya perbedaan variasi relatif kinerja antar-fold antara XGBoost dan
PatchTST. Pada konfigurasi FS8, nilai CV PatchTST lebih rendah daripada XGBoost pada
RMSE, MAE, MAPE, dan R2. Pola tersebut menunjukkan bahwa perubahan periode evaluasi
menghasilkan variasi kinerja yang relatif lebih kecil pada PatchTST dibandingkan XGBoost.
Hasil ini sejalan dengan standar deviasi yang menunjukkan variasi antar-fold PatchTST lebih
rendah, terutama pada konfigurasi FS8. Dengan demikian, CV digunakan sebagai ukuran
tambahan untuk melihat konsistensi relatif, sedangkan RMSE, MAE, MAPE, dan R2? tetap
menjadi ukuran utama kinerja prediksi.

Sehingga, nilai CV memperkuat temuan bahwa PatchTST memiliki konsistensi Kinerja
antarperiode yang lebih tinggi dibandingkan XGBoost, terutama pada konfigurasi FS8. Hal ini
menunjukkan bahwa perubahan periode evaluasi pada rolling window memberikan pengaruh
relatif lebih kecil terhadap kinerja PatchTST.

3.3 Analisis Signifikansi Perbedaan Kinerja

Untuk mengetahui apakah perbedaan kinerja antara XGBoost dan PatchTST bersifat
signifikan secara statistik, dilakukan Wilcoxon Signed-Rank Test pada setiap metrik evaluasi dan
konfigurasi fitur. Pengujian dilakukan dengan membandingkan nilai kinerja kedua model pada
delapan fold yang sama, sehingga pasangan pengamatan berasal dari periode validasi yang
identik. Karena terdapat empat perbandingan yang dilakukan pada empat metrik dan empat
konfigurasi fitur, tingkat signifikansi disesuaikan menggunakan koreksi Bonferroni menjadi
0,0125. Hasil pengujian signifikansi disajikan pada Tabel 5.

Tabel 5. Hasil Uji Wilcoxon Signed-Rank Test

Metrik Model 1 Model 2 Statistik | p-value Keputusan
XGBoost Semua | PatchTST Semua 14,0 0,6406 Tidak Signifikan
XGBoost FS8 PatchTST FS8 16,0 0,8438 Tidak Signifikan
RMSE XGBoost FS22 PatchTST FS22 4.0 0,0547 Tidak Signifikan
XGBoost FS30 PatchTST FS30 8,0 0,1953 Tidak Signifikan
XGBoost Semua | PatchTST Semua 14,0 0,6406 Tidak Signifikan
XGBoost FS8 PatchTST FS8 17,0 0,9453 Tidak Signifikan
MAE XGBoost FS22 PatchTST FS22 4,0 0,0547 Tidak Signifikan
XGBoost FS30 PatchTST FS30 9,0 0,2500 Tidak Signifikan
XGBoost Semua | PatchTST Semua 16,0 0,8438 Tidak Signifikan
XGBoost FS8 PatchTST FS8 16,0 0,8438 Tidak Signifikan
MAPE XGBoost FS22 PatchTST FS22 6,0 0,1094 Tidak Signifikan
XGBoost FS30 PatchTST FS30 11,0 0,3828 Tidak Signifikan
XGBoost Semua | PatchTST Semua 10,0 0,3125 Tidak Signifikan
XGBoost FS8 PatchTST FS8 16,0 0,8438 Tidak Signifikan
R? XGBoost FS22 PatchTST FS22 4.0 0,0547 Tidak Signifikan
XGBoost FS30 PatchTST FS30 7,0 0,1484 Tidak Signifikan

Pengujian Wilcoxon Signed-Rank Test dilakukan untuk membandingkan kinerja XGBoost
dan PatchTST pada setiap konfigurasi fitur. Hasil pengujian menunjukkan bahwa seluruh p-value
setelah koreksi Bonferroni berada di atas tingkat signifikansi 0,0125. Nilai p-value terendah
adalah 0,0547, yang diperoleh pada RMSE, MAE, dan R2 konfigurasi FS22. Dengan demikian,
tidak terdapat perbedaan kinerja yang signifikan secara statistik antara XGBoost dan PatchTST
pada seluruh konfigurasi dan metrik yang diuji.
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3.4 Analisis Kontribusi Fitur

Analisis kontribusi fitur dilakukan secara bertahap menggunakan Mutual Information (MI),
feature importance, dan SHAP (SHapley Additive exPlanations) untuk melihat konsistensi
informasi fitur dari tahap feature selection hingga proses prediksi model. MI digunakan pada
tahap awal untuk mengukur hubungan informasi antara setiap fitur dan target serta menentukan
peringkat fitur yang menjadi dasar pembentukan konfigurasi FS8, FS22, dan FS30. Selanjutnya,
feature importance dan SHAP digunakan untuk menganalisis kontribusi fitur setelah digunakan
dalam model. Dengan demikian, ketiga metode tersebut digunakan untuk melihat apakah fitur
yang memiliki hubungan informasi tinggi pada tahap feature selection juga menunjukkan
kontribusi yang besar ketika digunakan oleh model. Nilai M1 dapat dilihat pada Gambar 3.

M| Score - Seluruh Fitur terhadap Target (Harga MEDC)

Terakhir MEDC_Lag_1
Tertinggi_MEDC_Lag_1 2439
Terendah_MEDC_Lag_1
Pembukaan_MEDC_Lag_1 2268
MEDC_SMA_S
Terakhir MEDC Lag 3
MEDC_SMA_10
poElunai ey leoa @.
Terakhir_MEDC_Lag_10 1483 .
HSG_SMA_10 1373
IHSG_SMA_S 1277
Terakhir_MEDC_Lag_20 1271
MINYAK_SMA_10 1.185
Tertinggi_IHSG_Lag 1 1165
Pembukaan_IHSG_Lag_1 1129
Terakhir_IHSG_Lag_3 1121
Terakhir_IHSG_Lag_1 1119
Terendah_IHSG_Lag_1 1118
Terakhir_IHSG_Lag_5 1105
Terakhir_IHSG_Lag_10 1086
Terakhir_IHSG_Lag_20 1.084
 MINYAKSMA_S - — e {Top 22 Fitur |
Tertinggi_Minyak_Lag_1 0998
Terendah_Minyak_Lag_1 0939
Terakhir_Minyak_Lag_1 0931
Terakhir_Minyak_Lag_5 0.919
Pembukaan_Minyak_Lag_l 0.916
Terakhir_ Minyak_Lag 10 0.906
Terakhir_Minyak_Lag 3
Terakhir_Minyak_Lag 20 - BT @.
Vol_IHSG_Lag_1 0427 r
Peturn_MEDC_Lag_l 0270
viol_MEDC_Lag_1 0.208
MEDC_RSI_14 0,185
wol_Minyak_Lag 1 0.160
l-inyak_RSl_ld 0137
H5G_RSI_14 0111
sentiment_score 0.102
Return_Minyak_Lag_1 llo.02s

Aeturn_IHSG_Lag_1 0.032 _
___________________________________________________________ { Top a0 Fitur

.0 05 La 15 2.0 2.5
Mutual Information Score

Gambar 3. Hasil Mutual Information (MI)

Analisis kontribusi fitur dilakukan dengan Mutual Information (M), menunjukkan bahwa
Terakhir MEDC Lag_1 memiliki nilai tertinggi, diikuti oleh beberapa fitur historis MEDC
seperti Tertinggi MEDC _Lag_1, Terendah_ MEDC Lag_1, Pembukaan_ MEDC_Lag_1, dan
MEDC _SMA 5. Hasil tersebut menunjukkan bahwa fitur historis harga MEDC memiliki
hubungan informasi yang kuat dengan target dan selanjutnya menjadi dasar untuk melihat apakah
pola dominasi fitur tersebut tetap tercermin dalam feature importance dan SHAP pada masing-
masing model.
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Rata-rata Feature Importance XGBoost (Semua)

Rata-rata Feature Importance PatchTST (Semua)
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Gambar 3. Hasil Feature Importance

Hasil feature importance pada Gambar 3 dapat dilihat jika XGBoost menunjukkan bahwa
Terakhir MEDC Lag_1 merupakan fitur yang paling dominan. Beberapa fitur historis MEDC
lainnya juga memiliki tingkat kepentingan yang relatif tinggi, sedangkan fitur yang berasal dari
IHSG dan harga minyak memiliki tingkat kepentingan yang lebih rendah. Hasil ini menunjukkan
adanya kesinambungan dengan M, karena Terakhir_MEDC_Lag_1 tetap menjadi fitur dominan
setelah digunakan dalam model XGBoost. XGBoost cenderung lebih banyak memanfaatkan
informasi historis harga MEDC dalam menghasilkan prediksi.

Pada PatchTST, Terakhir MEDC Lag 1 juga termasuk fitur dengan tingkat kepentingan
yang tinggi. Hal ini menunjukkan adanya kesinambungan dengan hasil MI, karena fitur yang
memiliki hubungan informasi tertinggi dengan target pada tahap feature selection tetap menjadi
salah satu fitur penting ketika digunakan dalam model. Namun, berbeda dengan XGBoost,
kontribusi fitur pada PatchTST lebih tersebar pada beberapa variabel. Selain fitur historis MEDC,
fitur IHSG dan harga minyak juga menunjukkan tingkat kepentingan dalam model. Hal ini
menunjukkan bahwa PatchTST tidak hanya memanfaatkan hubungan informasi fitur historis
MEDC vyang teridentifikasi pada tahap MI, tetapi juga memanfaatkan informasi dari variabel
eksternal dalam proses prediksi.

SHAP XGBOoSE (Semua) " SNAP PatchTST (Semual

Festurs value

v*T‘?*'*‘T*+*+T;++++‘++*$+‘+’f*"’?*?’*?

i
3

1 7 o2
(impact on model output)

Gambar 4. Analisis SHAP
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Hasil SHAP menunjukkan bahwa kontribusi fitur tidak hanya terlihat dari tingkat
kepentingannya, tetapi juga dari arah pengaruhnya terhadap output prediksi. Pada XGBoost,
Terakhir MEDC Lag_1 menjadi fitur yang paling dominan, dengan nilai SHAP positif
menunjukkan kecenderungan mendorong prediksi ke nilai yang lebih tinggi, sedangkan nilai
SHAP negatif menunjukkan kecenderungan menurunkan prediksi. Pola serupa terlihat pada fitur
historis MEDC lainnya. Pada PatchTST, fitur historis MEDC tetap memiliki kontribusi besar,
sementara fitur IHSG dan harga minyak juga menunjukkan kontribusi terhadap output prediksi
melalui distribusi nilai SHAP positif dan negatif.

Jika dibandingkan berdasarkan urutan fitur, hasil feature selection menggunakan Ml, feature
importance, dan SHAP tidak menunjukkan urutan yang sepenuhnya sama. Perbedaan tersebut
berkaitan dengan tujuan masing-masing metode. Ml digunakan pada tahap feature selection untuk
mengukur hubungan informasi antara fitur dan target sebelum pemodelan, sedangkan feature
importance dan SHAP digunakan setelah model dilatih untuk menganalisis penggunaan dan
kontribusi fitur terhadap prediksi. Meskipun terdapat perbedaan urutan, Terakhir MEDC Lag 1
menunjukkan konsistensi sebagai fitur yang dominan. Sementara itu, sentiment_score memiliki
kontribusi yang relatif rendah dibandingkan fitur historis MEDC dan variabel pasar lainnya.

4. KESIMPULAN

Penelitian ini menunjukkan bahwa konfigurasi FS8 memberikan Kkinerja terbaik pada
XGBoost dan PatchTST dalam prediksi harga saham MEDC. Pada konfigurasi tersebut, XGBoost
menghasilkan RMSE sebesar 90,89, MAE sebesar 67,69, MAPE sebesar 6,82%, dan R? sebesar
0,6184, sedangkan PatchTST menghasilkan RMSE sebesar 53,56, MAE sebesar 41,20, MAPE
sebesar 5,19%, dan R? sebesar 0,8710. Secara matriks, PatchTST FS8 menghasilkan nilai error
yang lebih rendah dan R2 yang lebih tinggi dibandingkan XGBoost FS8. Selain itu, standar deviasi
dan nilai coefficient of variation (CV) PatchTST FS8 yang lebih rendah pada sebagian besar
metrik menunjukkan variasi kinerja antar-fold yang lebih kecil. Namun, hasil uji Wilcoxon dengan
koreksi Bonferroni menunjukkan bahwa perbedaan kinerja antara XGBoost dan PatchTST tidak
signifikan secara statistik. Dengan demikian, hasil penelitian menunjukkan adanya perbedaan
kinerja secara deskriptif, tetapi belum memberikan bukti statistik yang cukup untuk menyatakan
bahwa salah satu model memiliki Kinerja yang berbeda secara signifikan dari model lainnya.

Analisis kontribusi fitur menunjukkan adanya kesinambungan antara hasil Mutual Information
(MI) dan interpretasi model, terutama pada fitur Terakhir MEDC Lag_1 yang menunjukkan
dominasi secara konsisten. Pada XGBoost, kontribusi fitur lebih banyak didominasi oleh fitur
historis harga MEDC, sedangkan PatchTST menunjukkan distribusi kontribusi yang lebih
tersebar dengan turut memanfaatkan informasi dari IHSG dan harga minyak mentah WTI.
Sementara itu, sentiment_score menunjukkan kontribusi yang relatif rendah pada kedua model.
Hasil tersebut menunjukkan bahwa informasi historis harga MEDC menjadi informasi penting
dalam prediksi, sementara variabel eksternal memberikan kontribusi tambahan yang berbeda pada
masing-masing model.

5. SARAN

Penelitian selanjutnya dapat menambahkan variabel eksternal, seperti nilai tukar, inflasi, suku
bunga, dan indikator makroekonomi lainnya. Pengujian juga dapat diperluas dengan model
Machine Learning dan Deep Learning lainnya, termasuk model hybrid, serta optimasi
hyperparameter yang lebih mendalam. Selain itu, penggunaan multi-seed dapat dilakukan untuk
mengevaluasi kestabilan model terhadap variasi inisialisasi acak. Pengembangan selanjutnya juga
dapat diarahkan pada prediksi arah pergerakan harga saham untuk menghasilkan informasi yang
lebih mudah diinterpretasikan.
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